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Kapitel 1
Einfihrung

Die Leistungsfahigkeit eines Customer Relationship Management (CRM) Systems
wird nicht zuletzt durch die Leistungsfahigkeit der Analysemethoden bestimmt.
Grundsétzlich geht es dabei darum, auf vorhandenen (historischen) Daten ver-
schiedene Analysen durchzufiihren. Diese Analysefunktionen werden unter dem
Begriff analytisches CRM (aCRM) zusammengefasst. Die Grofe der Auspragung
dieses Systems innerhalb des CRM Systems ist von Anbieter zu Anbieter unter-
schiedlich. Dennoch gibt es durchaus Gemeinsamkeiten. Eine dieser Gemeinsam-
keiten ist die Notwendigkeit einer grofen und umfangreichen Datenbasis. Dies
wird in der Regel durch die Verwendung eines Data Warehouse (DW) sicherge-
stellt. Mit diesen Daten kann dann das aCRM arbeiten. Aus diesem Grund ist
das aCRM sowohl logisch als auch physisch an das Data Warehouse gekoppelt,
d.h. die Funktionen des aCRM sind im Data Warehouse implementiert. Haufig
wird ein so ausgestattetes Data Warehouse auch als Business Warehouse (BW)
bezeichnet. Die Ergebnisse der Analysefunktionen konnen dann von den verschie-
denen CRM Modulen (z. B. Marketing, Sales, Service usw.) verwendet werden.

Die wesentlichen Ziele eines analytischen CRMs stellen sich wie folgt dar:

e Gewinnung neuer betriebswirtschaftlich relevanter Informationen

Unterstiitzung im operativen und strategischen Bereich

Analysieren vorhandener Kundenbeziehungen

Analysieren und prognostizieren von Kundenverhalten

1



2 KAPITEL 1. EINFUHRUNG

e Stabile Kundenbeziehungen

Beim ersten Punkt sind vor allem die Aspekte new und relevant von Bedeu-
tung. Eine Analyse an deren Ende ein triviales Ergebnis steht ist sinnlos. Als
Beispiel sei hier die Warenkorbanalyse eines Elektronikmarktes genannt. Ist das
Ergebnis einer solchen Analyse, daff Kunden, die einen Drucker gekauft haben
auch ein Druckerkabel kaufen, keine neue Information, da der Zusammenhang
zwischen Drucker und Druckerkabel offensichtlich ist. Dem entgegen ist ein Zu-
sammenhang zwischen den Verkdufen von CD-ROM Laufwerken und Scanner
nicht so offensichtlich (ein solcher Zusammenhang sei an dieser Stelle angenom-
men). Diese Information kann durchaus von betriebswirtschaftlicher Bedeutung
sein. So konnte ein Verkdufer einem Kunden, der ein CD-ROM Laufwerk gekauft
hat auch einen Scanner empfehlen. Eine solche Analyse kann einem Unterneh-
men also bei der Erledigung seiner operativen Aufgaben helfen. Aber auch bei der
Losung strategischer Probleme kann eine Analyse aus dem Bereich aCRM hilf-
reich sein. Eine Analyse des Kaufverhaltens der Kunden kann z. B. niitzlich sein,
wenn es darum geht, neue Mérkte zu erschlieffen. Somit kann die Kundenanaly-
se zur Losung eines strategischen Problems eingesetzt werde. Generell l&sst sich
sagen, dak all diese Verfahren dazu dienen, die vorhandenen Kundenbeziehungen
zu stabilisieren. Dies ist von entscheidender Bedeutung. Eine Studie von Reich-
held/Sasser [8] ergab, dak bei einer Vermeidung der Kundenabwanderungsrate

um 5% eine Gewinnsteigerung zwischen 25% und 85% erzielt werden kann.
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Abbildung 1.1: Closed-Loop Szenario[1]

Wie die Abbildung 1.1 zeigt, werden die Ergebnisse einer Analyse dazu ver-

wendet, neue Aktionen zu planen. Nachdem diese Aktionen durchgefiihrt wurden,



gilt es, das Kundenfeedback aufzuzeichnen und in dem Datenbestand abzubilden.
Nach diesem Schritt stehen die neuen Informationen fiir weitere Analysen bereit,
welche dann wiederum zur Planung neuer Aktionen verwendet werden konnen.

Es entsteht somit ein Closed-Loop Szenario.

Wie eingangs bereits erwihnt, wird fiir die erfolgreiche Verwendung der aCRM
Methoden eine umfangreiche Datenbasis benotigt. Aus diesem Grund muss auch
im Bereich des aCRM grofen Wert auf die Realisierung eines Closed-Loop Sze-

narios gelegt werden.

Das aCRM kommt in allen Teilbereichen des CRMs zum Einsatz. Im Marke-
ting ist es vor allem die RFM Analyse, die heute fiir die Planung von Kampagnen
eingesetzt wird. Diese RFM Methode z&hlt nicht zu den prézisesten Analysever-
fahren, zeigt sich aber im Bereich des Marketing als ausreichend. Im Vertrieb
(engl.: Sales) werden aCRM Analysen eingesetzt, um die Kennzahlen (Umsatz,
Gewinn, usw.) eines Kunden bestimmen zu konnen. Diese konnen sehr hilfreich
beim tiglichen Umgang mit dem Kunden sein. So kénnen z. B. individuelle An-
gebote fiir einen Kunden erstellt werden, mit deren Hilfe man die Umsatzzahlen
eines Kunden steigern mochte. Ein solches individuelles Angebot wird natiirlich
auf Basis einer Kundenanalyse erstellt. Fiir das Eingangsbeispiel konnte das be-
deuten, daf einem Kunden, der eine CD-ROM ordert auch gleich ein Angebot
fiir einen Scanner unterbreitet wird. Im Bereich Service konnen Analysen iiber
die Kundenzufriedenheit und der Produktqualitdt durchgefiihrt werden. Die Er-
gebnisse konnen dann zur Verbesserung der Kundenzufriedenheit und zur Steige-
rung der Produktqualitit genutzt werden. Im Bereich des aCRM ist natiirlich die
Analyse des Kunden der Haupteinsatzbereich. Die hier gewonnen Erkenntnisse
konnen in den anderen Bereichen, wie oben erwéihnt, eingesetzt werden. Bei der
Analyse des Kunden geht es vor allem darum, sein Kaufverhalten zu analysieren.
Mit den so gewonnen Ergebnissen kann man dann auch bedingt Aussagen iiber
das zukiinftige Kaufverhalten machen. Als letztes Teilgebiet sei hier die Analyse
der Kundenkanile (Internet, telefon, Brief, pesonliche Kontakte, usw.) genannt.
Diese ermoglicht es beispielsweise festzustellen, welche Waren iiber welchen Ka-
nal besonders héufig verkauft wurden. Auf Grund dieser Ergebnisse kénnen dann
neue Waren nur an bestimmte Kunden oder iiber bestimmte Kanéle angeboten

werden.
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Der Einsatzbereich des aCRM ist also sehr vielseitig, wobei der Schwerpunkt

natiirlich eindeutig auf der Analyse des Kunden liegt.



Kapitel 2

OLAP

2.1 Definition

Der On-Line Analytical Process (OLAP) ist ein wesentlicher Teil des aCRM. Seine
Hauptaufgabe ist es, Informationen aus dem Data Warehouse in verstandlicher
Form darzustellen. Der OLAP definiert sich dabei wie folgt (vgl.[26]):

Online Analytical Processing (OLAP) is a category of software
technology that enables analysts, managers and executives to gain in-
stght into data through fast, consistent, interactive access to a wide
variety of possible views of information that has been transformed from
raw data to reflect the real dimensionality of the enterprise as under-

stood by the user

Diese Definition beschreibt sehr genau, welches die markanten Eigenschaften
des OLAP sind. Zunéchst wird definiert, dafs es sich um eine Software handelt, die
von Analysten, Managern und Mitarbeitern genutzt werden soll. Dies bedeutet
wiederum, daf die Bedienung und Verwendung des OLAP so transparent gestal-
tet werden mufs, daf die oben erwihnte Zielgruppe dieses problemlos einsetzen
konnen. Weiterhin fordert die obige Definition, daf ein OLAP schnell, konsistent
und interaktiv sein soll. Hierbei soll es moglich sein, verschiedene Sichten auf die
vorhandenen Daten zu erhalten. Dies ist recht verstandlich, da die verschiedenen
Personenkreise der Zielgruppe unterschiedliche Sichten der Daten benétigen (Ma-

nager vs. Marketing Mitarbeiter). Diese Sichten werden aus Daten gewonnen, die
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6 KAPITEL 2. OLAP

iiber verschiedene Kanile in das DW gelangt sind, und dort von rohen Daten zu
konsistenten Informationen verarbeitet wurden. Schlieflich fordert die obige De-
finition, dak die Daten in ihrer realen Dimensionalitit dargestellt werden konnen.

Dies ist das entscheidende Merkmal eines OLAP.

2.2 FASMI-Anforderungen

Die obige Definition beschreibt sehr gut die wesentlichen Eigenschaften des OLAP.
Leider ist dies nur eine der moglichen Definition. Bis heute konnte man sich nicht
auf eine einheitliche Definition verstindigen. Dies fiihrt nun wieder dazu, daf
es einige OLAP Produkte gibt, die der obigen Definition nicht geniigen. Bereits
1993 wurde ein ‘white paper’ zum Thema OLAP veroffentlicht, welches jedoch
von vielen Fachleuten abgelehnt wurde, da es im Auftrag einer Firma erstellt
wurde. Aus diesem Grund wurde versucht, eine Anforderungsdefinition zu ent-
wickeln, die nur die wesentlichsten Eigenschaften von OLAP erfiillt. Es entstand
der FASMI Test. FASMI ist hier eine Abkiirzung, wobei jeder Buchstabe fiir eine
Anforderung steht (vgl. [23]).

e (F)ast

e (A)nalysis

(S)hared

(M)ultidimensional
e (I)nformation

Fust bedeute in diesem Zusammenhang, dafs die Ergebnisse des OLAP inner-
halb weniger Sekunden zur Verfiigung stehen. Dabei geht man davon aus, daf
die Antwortzeit unter 30 Sekunden liegen sollte. Analysis bedeutet, daf es in
irgendeiner Art und Weise moglich sein muf, eine (mehrere) Analysen mit den
Daten durchzufithren. Auf Grund der Tatsache, daf hier die Analysemethoden
nicht weiter eingeschrinkt wurden, ergibt sich hier natiirlich ein sehr weiches Kri-
terium. Eine Analyse kann sowohl die einfache Berechnung eines Durchschnitts,

als auch die Berechnung einer umfangreichen Clusteranalyse sein. Einfacher ist
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es wiederum, bei dem Begriff der Shared Anforderung. Diese Anforderung wird
erfiillt, wenn die Software es ermdglicht mit mehreren Anwendern die Softwa-
re gleichzeitig zu verwenden. Fiir den einzelnen Nutzer soll dies natiirlich nicht
sichtbar sein. Multidimensional bedeutet, daf es dem Benutzer moglich ist, mul-
tidimensionale Analysen durchzufiihren. Hierzu folgendes Beispiel: Ein Manager
mochte den Umsatz an Elektrogerdten im ersten Quartal fiir den Bereich Saar-
briicken wissen. Bei dieser Abfrage haben wir zwei Dimensionen. Zum einen die
Zeit (erstes Quartal: Januar-Mérz) und zum anderen die Elektrogeréte (Compu-
ter, Fernseher, usw.). Der OLAP bleibt natiirlich nicht nur auf zwei Dimensionen
beschriankt, sondern kann n-dimensional sein. Das Limit legt hier die einzelne
Software fest. Der letzte Punkt ist trivial. Information bedeutet schlicht und ein-
fach, dak der OLAP mit einer grofen Menge an Daten umgehen kénnen muf.
Diese Bedingung ist in der Regel erfiillt und wurde hier nur der Vollstandigkeit
halber aufgefiihrt.

2.3 Operationen des OLAP

Die Hauptaufgabe des OLAP ist die multidimensionale Darstellung von Infor-
mationen. Um diese Darstellung besser zu steuern, stehen vier Operationen zur

Verfiigung (vgl.[4]). Dies sind:

e Roll-up
e Drill-down
e Dice/Slice

e Pivot

Um die obigen Funktionen zu verdeutlichen, soll folgendes Beispiel verwendet
werden.

Die Abbildung 2.1 zeigt einen Wiirfel der die drei Dimensionen Time (Zeit),
Location (Ort) und Item (Ware) wiederspiegelt. Hier kann man nun sehr gut

die multidimensionale Darstellung der Daten erkennen. Zudem sieht man auch,
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Abbildung 2.1: Beispiel OLAP

dals das Gewinnen von relevanten Informationen aus einem solchen Wiirfel nicht

trivial ist. Aus diesem Grund gibt es die oben aufgezidhlten Operationen.

Beim Roll-up wird eine oder mehrere Dimensionen zusammen ,gerollt”. Fiir
die Dimension Location konnte das bedeuten, daft nun nicht mehr die einzelnen
Stadte betrachtet werden, sondern die Lénder. New York und Chicago wiirden
dann zu der Location USA und die Stddte Vancouver und Toronto zur Location
Kanada zusammengefasst. Dies kann z. B. wichtig sein, wenn man betrachten will,
welches Land den grofiten Umsatz verursacht. Durch die Roll-up Operation wird
also eine Abstraktion erreicht. Dem entgegen steht die Operation Drill-down. Bei
dieser werden die Informationen im Bezug auf eine (mehrere) Groke(n) genauer
betrachtet. Im obigen Beispiel konnte man auf die Abstraktion von Quartalen
verzichten und an Stelle dessen die einzelnen Monate darstellen. Eine solche de-
taillierte Aufschliisselung kann z.B. bei der Bestimmung der Kosten, die von
den Kunden verursacht werden, von Bedeutung sein. Die néchste Operation ist
Dice und Slice. Bei diesen beiden Operationen werden nur noch Teilmengen des

Wiirfels betrachtet. Ein Beispiel zeigt folgende Abbildung 2.2.
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Abbildung 2.2: Beispiel Dice

Wie man erkennen kann, wurde dieser kleine Wiirfel aus dem grofen Wiirfel
extrahiert. In diesem Fall werden nur noch die Stidte in Kanada in den ersten zwei
Quartalen fiir die Waren home entertainment und computer betrachtet. Ein Slice
wird gebildet, indem man den Wiirfel um eine Dimension reduziert. In dem obigen
Fall konnte die Dimension Location auf die Stadt Vancouver beschrankt werden,
wodurch sich die Dimension des Wiirfels auf zwei reduziert und so aus dem Wiirfel
eine Tabelle wird. Die letzte Operation ist die Pivot Operation. Diese Operation
dient im wesentlichen der Darstellung der Informationen. Extrahiert man den
oben genannten Slice erhélt man eine Tabelle in deren Zeilen die Quartale stehen
und in deren Spalten die Waren zu finden sind. Die Pivot Operation dreht die
Tabelle, so daf die Waren jetzt als Zeilen und die Quartale als Spalten dargestellt
werden.

Mit diesen vier Operationen ist es nun moglich alle gewiinschten Informa-
tionen mit der gewiinschten Prizision darzustellen. Im folgenden soll die RFM

Analyse als ein Beispiel fiir die Verwendung von OLAP dargestellt werden.

2.4 RFM Analyse

Im Marketing stellt sich immer wieder die Frage, wie eine Kampagne geplant
werden soll, damit diese moglicht erfolgreich ist. Frither wurden die Marketing-
kampagnen iiberwiegend nach dem Giefkannenprinzip gestaltet, dies bedeutet,
daf die Werbemittel an alle Kunden gleichermafen verteilt werden. Dies erwies

sich jedoch als wenig erfolgreich. Um eine Steigerung in diesem Bereich zu er-
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reichen, ging man dazu iiber, die Werbemittel gezielt an bestimmte Kunden zu
verteilen. Es stellte sich heraus, daf der zweite Ansatz viel erfolgreicher war. Das
Problem ist nun die Bestimmung des Kundenkreises, an die sich die Kampagne
wendet. Hierzu wird heute hidufig die RFM Methode eingesetzt. REM ist hierbei

eine Abkiirzung und steht fiir:

e Recency
e Erequency
e Monetary

Diese drei Begriffe stehen fiir drei Eigenschaften, die jeder Kunde besitzt. Die
Recency beschreibt dabei, wie lange der letzte Kauf eines Kunden zuriickliegt. Die
Frequency beschreibt, wie haufig ein Kunde gekauft hat und schlieflich wird durch
das Monetary der finanzielle Umfang der Transaktionen wiedergespiegelt. Die
Kundenbeziehung wird also auf diese drei Werte reduziert. Das gesamte Modell

beruht dabei auf drei betriebswirtschaftlichen Annahmen:

1. Die Wahrscheinlichkeit, daf ein Kunde einen erneuten Kauf durchfiihrt ist

um so grofer, je kiirzer der Zeitabstand zum letzten Kauf ist.

2. Die Wahrscheinlichkeit, dafs ein Kunde einen erneuten Kauf durchfiihrt ist

um so grofer, je hiufiger ein Kunde kauft.

3. Die Wahrscheinlichkeit, daf ein Kunde einen erneuten Kauf durchfiihrt ist
um so grofer, je mehr Geld der Kunde pro Kauf ausgibt.

Unter der Vorraussetzung das die obigen Annahmen gelten, 1dft sich nun
der RFM Wert eines Kunden bestimmen. Hierzu werden fiir jede Eigenschaft
(Recency, Frequency, Monetary) fiinf Klassen eingefiihrt. Die Kunden werden nun
zunichst in die fiinf Klassen entsprechend der Recency eingeteilt, d.h. in jeder
Klasse befinden sich 20% der Kunden. Alle fiinf Klassen der Recency werden nun
in jeweils 5 Klassen entsprechend der Frequency unterteilt. Hierdurch ergeben sich
nun 25 Klassen (1-1),(1-2),(1-3),(1-4),(1-5),(2-1). .. (5-5). Anschliefend werden
die nun 25 Klassen wiederum entsprechend des Monetary eingeteilt. Hierdurch

ergibt sich folgendes Bild.
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Abbildung 2.3: RFM

Geht man von einem Kundenstamm von 120 000 Kunden aus, kann die Mar-
ketingkampagne auf 960 Kunden beschrinkt werden. In diesem Fall werden al-
lerdings nur die Topkunden (5-5-5) in die Marketingkampagne einbezogen.

Die RFM Analyse besitzt jedoch auch einige Nachteile. Zum einen ist es eine
recht einfache Analyse, die einen Kunden lediglich auf die drei Eigenschaften RFM
reduziert. Das Abbilden von qualitativen Grofen, wie z.B. des Weiterempfehlungs-
Potentials, ist nicht moglich. Desweiteren ist nicht explizit festgelegt, wie die drei
Werte bestimmt werden. Soll fiir die Recency nur die letzte Woche, der letzte Mo-
nat oder das letzte Jahr betrachtet werden? Ebenso kann fiir den Monetary-Wert
der Gesamtumsatz eines Kunden, der Umsatz eines bestimmten Produkts oder
jede andere Grofe, die mit dem Umsatz des Kunden in Verbindung steht, ver-
wendet werden. Auch die Klassifizierung der Kunden ist frei wihlbar. Auf Grund
dieser sehr variablen Gestaltung kann natiirlich keine absolut prézise Aussage
iiber den Wert eines Kunden getroffen werden. Dies ist aber im Fall des Mar-
keting auch nicht zwingend erforderlich. Im Vergleich schneidet eine Kampagne,
die mit dem Gielkannenprinzip gestaltet wurde immer noch wesentlich schlech-
ter ab, als eine Kampagne, die mit der RFM Analyse geplant wurde. Die oben
beschrieben Nachteile sind fiir den Bereich des Marketing durchaus akzeptabel.
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Kapitel 3

Data Mining

3.1 Data Mining als Teilaspekt von analytischem
CRM

Der Begriff Data Mining wurde bereits in den 60er Jahren in der Statisktik fiir
die hypothesenfreie Suche nach Datenmustern verwendet [6]. Der Grundstein fiir
die konzeptionelle Entwicklung des Data Mining wurde 1989 mit dem interdis-
ziplindren Workshop ,Knowledge Discover in Databases“ im Rahmen der 11"

International Joint Conference of Artificial Intelligence in Detroit gelegt.

Im folgenden wird der Begriff des Data Mining kurz erklart, bevor als ausge-
wihlte Data Mining Verfahren die Assoziationsanalyse, das Entscheidungsbaum-

verfahren und das Clustering erldutert werden.

3.1.1 Definition DataMining

Der Begriff des Data Mining wird in der Literatur nicht einheitlich verwendet.
Héufig werden z. B. die Begriffe Knowledge Discovery in Databases (KDD) und
Data Mining synonym benutzt. Andere Autoren sehen in KDD den Oberbegriff,
d.h. KDD beschreibt den

.- .. process of using data mining methods (algorithms) to extract

13
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(identify) what is deemed knowledge . ..“
wahrend Data Mining als

... step in the KDD process consiting of particular data mining

algorithms ...*“

zu verstehen ist |3, Seite 9].

Neben der oben erwéihnten Definition sollen im folgenden exemplarisch wei-

tere Definitionen von Data Mining aufgefiihrt werden.

Definition nach Herb Edelstein |2, Seite 1]:

LData Mining 1s a process which uses a variety of data analysis
tools to discover patterns and relationships in data that may be used

to make valid and accurate predictions.”
Definition nach Jesus Mena [5]:

»Data Mining ist ein Prozess zur Aufdeckung nutzbringender und

aussagekriftiger Muster, Profile und Trends.*

Trotz unterschiedlicher Definitionen, ist bei alle Autoren eine Gemeinsam-
keit festzustellen: das Aufdecken von Muster. Und um diese Muster aufzudecken,

werden entsprechende Data Mining Methoden benotigt.

3.2 Data Mining Methoden

In der Literatur findet man héufig die Unterscheidung in beschreibende (Englisch:
descriptive) und prognostizierende (Englisch: predictive/prescriptive) Funktionen
des Data Mining [4].

Deskriptives Data Mining verfolgt das Ziel, die Eigenschaften der Daten einer
Datenbank allgemein zu beschreiben und somit ein besseres Verstédndnis fiir die
Daten zu erwirken. Prognostizierendes Data Mining analysiert die vorhandenen

Daten und leitet daraus Moglichkeiten ab, Vorhersagen zu treffen. Aus diesem



3.2. DATA MINING METHODEN 15

Grunde wird iiberwiegend prognistizierendes Data Mining im analytischen CRM

eingesetzt.

Autoren nennen als hiufigste Aufgaben des Data Mining die Abweichungs-
erkennung, die Abhéngigkeitsentdeckung, die Klassifikation oder Vorhersage und
die Segmentierung. Im folgenden wird jeweils ein Verfahren aus den drei zuletzt

genannten Aufgaben niher erldutert.

3.2.1 Assoziationsanalyse

Die Assoziationsanalyse ist eine Methode der Abhédngigkeitsentdeckung, bei der
es darum geht, unbekannte Zusammenhinge zwischen Variablen zu entdecken
und zu quantifizieren. Solche Produktassoziationsanalysen haben das Ziel, Cross-
Selling-Potenziale zu realisieren. D.h. man ermittelt, welche der Kunden, die
Produkt A gekauft haben, auch fiir den Kauf von Produkt B in Frage kommen.
Somit konnen diese Kunden gezielt angesprochen werden. Als eine Erginzung zu
der oben dargestellten Cross-Selling-Analyse konnen Warenkorbanalysen durch-
gefiihrt werden. Unter Verwendung von Assoziationsanalysen wird dann z. B. un-
tersucht, welche Produktkombinationen iiberdurchschnittlich haufig zusammen
erworben werden. Diese Ergebnisse konne dann als erste Ausgangspunkte her-
angezogen werde, um z. B. die Sortimentgestaltung oder die Layoutplanung von
Supermirkten oder Katalogen zu verbessern. Als ein weiters Beispiel hierfiir sei
der Online-Shop Amazon genannt. Auf seiner Webseite (http://www.amazon.de)
spricht Amazon seinen Kunden Kaufempfehlungen auf Grund von vergangenen
Produktkiufen anderer Kdufer des im Moment in den Warenkorb gelegten Pro-

duktes aus.

Verwendung

Die SAP-Bibliothek gibt folgende Verwendung fiir die Data Mining Methode

Assoziationsalayse an [11]:

Die Assoziationsanalyse dient dazu, Regelméfigkeiten vor allem
bei geschiftlichen Vorgéingen zu finden und entsprechende Regeln zu
formulieren, in der Art ,Wenn ein Kunde Produkt A kauft, kauft er
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auch Produkt B und C*. [...]

Die Assoziationsanalyse hilft Thnen also zum Beispiel dabei, Cross-
Selling-Chancen aufzudecken. Sie kdnnen die Regeln dazu nutzen, as-
soziierte Produkte in einem Katalog, im Supermarkt oder im Webshop
zusammen anzuordnen, oder mit einer Marketingkampagne fiir Pro-
dukt C gezielt Kunden anzusprechen, die bereits Produkt A gekauft
haben. Bei der Assoziationsanalyse werden die Regeln beim Training
des Modells auf historischen Daten ermittelt. Sie konnen die ermittel-

ten Assoziationsregeln anzeigen und exportieren.

Einsatzmoglichkeiten

Einsatzmoglichkeiten werden in der SAP-Bibliothek wie folgt angegeben [12]:

Mit Data Mining konnen Sie automatisch interessante Muster und
schwer aufzuspiirende Zusammenhénge in grofsen Datenmengen er-
mitteln. Data Mining liefert Thnen Erkenntnisse und Zusammenhén-
ge, die bisher verborgen blieben oder aufser acht gelassen wurden, weil
sie fiir nicht analysierbar gehalten wurden.

Da jedes Unternehmen unterschiedliche Anforderungen an Data
Mining hat, ist es nicht moglich, feste Modelle zur Vorhersage auszu-
liefern. Mit den im SAP BW zur Verfiigung stehenden Data-Mining-
Methoden koénnen Sie jedoch Modelle entsprechend Thren Anforde-
rungen selbst anlegen und damit aus den Daten in Threm SAP BW
entscheidungsrelevante Informationen ermitteln. Sie kénnen zum Bei-
spiel Verhaltensweisen von Kunden analysieren und Trends vorher-
sagen, indem Sie Muster im Kundenverhalten erkennen und nutzen.

Dadurch kénnen Sie Fragen wie die folgenden beantworten:

e Welchen Kunden sollte wann welches Angebot unterbreitet wer-

den?
e Welche Kunden sind abwanderungsgefdhrdet?

e Wie hoch ist das Cross-Selling-Potential fiir ein neues Produkt?
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Regel-Syntax

Assoziationsregeln haben immer folgende Form:

If A und B und ... und X gekauft Then Y gekauft.

Die Anzahl der Elemente in der Bedingung (If-Part) ist abhéngig vom jeweiligen
Unternehmen bzw. von dessen Produkten.

Bei hochwertigen Produkten, wie z.B. einem PC, wiirde im If-Part nur ein
Produkt (hier der PC) auftauchen, und in dem Then-Part dann z. B. ein Monitor
oder Drucker. In Supermérkten hingegen wiirden im If-Part mehrere Produkte

auftauchen.

Unsicherheitsgrad der Assoziationsregeln [9]

Zusatzlich zu dem If- und Then-Part gibt es zwei weitere Zahlen, die den Unsi-

cherheitsgrad einer Regel ausdriicken.

Die erste Zahl wird Support fiir die Regel genannt. Der Support ist die An-
zahl der Transaktionen, die alle Produkte sowohl der Bedingung (If-) als auch
der Konsequenz (Then-Part) einschliefen. (Manchmal wird der Support auch als

prozentualer Anteil an den gesamten Transaktionen ausgedriickt.)

Die andere Zahl ist bekannt als Confidence der Regel. Confidence ist der Quo-
tient aus der Anzahl der Transaktionen die im If- und Then-Part enthalten sind

(den Support) und der Anzahl der Transaktionen aus der If-Bedingung.

Die Begriffe konnen am einfachsten anhand eines Beispieles verdeutlicht wer-
den:
Wir nehmen an, ein Supermarkt habe 100.000 Transaktionen an den Kassen, wo-
bei 2.000 davon die Produkte A und B enthielten, darunter 800, die Produkt C

enthielten. Die dazugehorige Assoziationsregel lautet wie folgt:

If A und B gekauft Then C gekauft.
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Die Regel hat einen Support von 800 Transaktionen (bzw. 0,8% = 800/100.000)
und einen Confidence von 800/2.000 = 40%.

Lift ist ein weiterer interessanter Paramter in der Assoziationsanalyse. Lift
ist nichts anderes als das Verhéltnis von Confidence zu Expected Confidence.
Nehmen wir weiter an, das Produkt C tauche in insgesamt 5.000 Transaktionen
auf. Deshalb ist der Expected Confidence 5.000/100.000 = 5% und der Lift =
40%/5% = 8.

3.2.2 Entscheidungsbaume
Entscheidungsbaumverfahren

Entscheidungsbédume werden seit den 60er Jahren zur Klassifikation von Objekten
eingsetzt. Klassifikationsprobleme haben zur Zielsetzung, die Merkmale herauszu-
finden, die die Zugehorigkeit zu einer Gruppe ausmachen. Mit Hilfe dieser Merk-
male konnen dann neue Objekte bereits existierenden Klassen zugeordnet werden.
Als Anwendungsgebiet kommen somit im Rahmen von analytischem CRM diverse
Vorhersagemodelle in bezug auf Kundenverhalten in Frage. Am haufigsten wer-
den Entscheidungsbidume eingesetzt, um zu bestimmen, welches Verhaltensprofil
besonders oft zum Verlust eines Kunden gefiihrt hat. Dadurch lassen sich recht-
zeitig entsprechende Gegenmafnahmen einleiten, um dem Absprung des Kunden
vorzubeugen.

In der Praxis kommen unterschiedliche Verfahren zum Einsatz wie z. B. CART!
ChAID? sowie ID3 und dessen Nachfolger C4.5 |7, Seite 34].

Bei Entscheidungsbaumverfahren handelt es sich um Verfahren des iiberwach-
ten Lernens, d. h. das Modell wird anhand einer Trainingsdatenmenge aufgebaut,
fiir die die Klassifikation der einzelnen Sétze bereits bekannt ist. Zu Beginn ist die
gesamte Trainingsdatenmenge der Wurzel des Baumes zugeordnet. Anhand be-

stimmter Tests wird die Gesamtdatenmenge unterteilt, und die so entstehenden

LCART steht fiir Classification an Regression Trees
2ChAID steht fiir Chi-Squared Automated Interaction Detection
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Teildatenmengen werden den Knoten des Baumes zugeordnet. Dabei wird das
Ziel verfolgt, die ‘Reinheit’ in bezug auf die Klassenzugehorigkeit im jeweiligen
Knoten zu optimieren. Ist eine weitere Unterteilung eines betrachteten Knotens
nicht moglich, so wird er zum Blatt- oder Endknoten. Dabei wird ihm diejenige
Klassenzugehorigkeit zugewiesen, die in der Menge der Daten dieses Knotens am

haufigsten vorkommt.

Unterteilungskriterien

Als Unterteilungskriterium werden haufig die Auspréagungen eines Merkmals ver-
wendet. Theoretisch gibt es dann so viele Teilmengen, wie es Auspriagungen fiir
ein Attribut gibt. Da die Zahl der moglichen Auspragungen jedoch sehr hoch sein
kann, wird die Anzahl der betrachteten Auspriagungswerte z. T. begrenzt. In der
Praxis werden haufig nur Unterteilungen betrachtet, die die Datenmenge in zwei
Teilmengen unterteilen. So entstehen sog. Bindrbdume, d.h. jeder Knoten hat

genau zwei Sohne.

Prinzipiell geht es darum, die Merkmale zu finden, anhand derer die Daten
am besten diskriminiert werden kénnen, d. h. die Klassenzugehorigkeit bestimmt

werden kann. Hierfiir werden sog. Auswahlmafe berechnet.

Auswahlmafie

Das Ziel bei der Unterteilung der Datenmenge liegt darin, die Unreinheit in den
Knoten zu minimieren bzw. die Giite der Unterteilung zu maximieren.

Eines der bekanntesten Auswahlmafe ist der sog. Informationsgewinn. Er basiert
auf dem Informationswert, der auch als Entropie einer Wahrscheinlichkeitsvertei-
lung bezeichnet wird. Danach berechnet sich der Informationswert einer Daten-
menge S gemék folgender Formel, wobei freq(C}, S) die Anzahl der Sitze in S
bezeichnet, die der Klasse C; angehoren, |S| beziffert die Gesamtzahl der Sétze

in S:
k
) freq(C, S freq(C, S
info(S) = — E <7|(5|] ) x log, 7|(S|] ))

j=1
Bezogen auf einen Entscheidungsbaum betrachten wir die Trainingsdaten-

menge T, die aufgrund eines konkreten Tests in die Teilmengen Ty, Ts, ..., T,
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unterteilt wird.

Zuerst wird der Informationswert info(T) fiir den gesamten Baum berechnet.
Der so errechnete Wert verdeutlicht die Informationsmenge, die benotigt wird,
um die Klassifikation eines Trainingssatzes zu bestimmen. Anschliefsend kann ein
ahnliches Mafs berechnet werden, nun aber nachdem die Gesamtmenge T in Ab-
hiangigkeit der n Ergebnisse eines Tests X aufgeteilt wurde. Und zwar berechnet
sich die erwartete Informationsmenge in diesem Fall als gewichtete Summe iiber

die Teilmengen des Knotens:

infox (T) =) ||jj|| x info(T})
=1

Der Informationsgewinn mifst nun die erwartete Entropieminderung, die durch
die Aufteilung der Daten mittels eines bestimmten Attributs erzielt wird. Die

Formel zur Berechnung des Informationsgewinns lautet:
gain(X) = info(T") — infox (T)

Je grofer die Entropieminderung ausfillt, desto reiner wird der durch den
Split entstehende Teildatenbestand in bezug auf die Klassenstruktur. Der Infor-
mationsgewinn stellt also ein Maf fiir die Giite eines gefundenen Splits dar. Es
wird diejenige Unterteilung gewihlt, die dieses Mak maximiert.

Der Informationsgewinn hat den Nachteil, dafl er Attribute mit einer grofsen
Anzahl moglicher Auspréagungen bevorzugt. Um dies zu verhindern, hat Quinlan,
der Entwickler des ID3- und C4.5-Algorithmus die Normierung des Informations-
gewinns mittels der sog. Splitinformation vorgeschlagen, wodurch sich das Infor-

mationsgewinnverhiltnis ergibt. Die Splitinformation berechnet sich wie folgt:

split info(X) = ; % X logz(%)

Damit l&fst sich dann das Informationsgewinnverhéltnis nach folgender Formel

berechnen:

gain ratio(X') = gain(X)/split info(X)
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Das Informationsgewinnverhéltnis beriicksichtigt somit die Anzahl der Aus-
priagungen eines Attributes.

Mittels Auswahlmafe erfolgt also die Unterteilung des Baumes, bis alle Kno-
ten rein sind oder eine weitere Unterteilung nicht moglich ist. Dies fiihrt jedoch zu
einer Uberanpassung des Baumes an die Trainingsdaten, d. h. der Baum funktio-
niert gut mit den Trainingsdaten, ldsst sich aber nicht auf unabhéngige Testdaten
verallgemeinern. Dieses Phianomen wird als ,,Overfitting” bezeichnet. Deshalb wer-
den zur Bestimmung von Endknoten Abbruchkriterien definiert. Man spricht in
diesem Zusammenhang von Pruning-Techniken, die jedoch an dieser Stelle nicht

weiter erldutert werden sollen.

Eine Beispielrechnung findet sich in Anhang B.

3.2.3 Clustering

Clustering wird zur Kundensegmentierung verwendet. Segmentierung allgemein
hat zum Ziel, eine Datenmenge, die noch nicht klassifiziert ist, in Gruppen auf-
zuteilen, Dabei werden die Objekte so aufgeteilt, dal die Ahnlichkeit innerhalb
der Gruppe moglichst hoch und zwischen den Gruppen moglichst gering ist. Die
Merkmale, die zur Beschreibung bzw. Bildung der verschiedenen Cluster heran-
gezogen werden, sollten gute Diskriminatoren sein.

Bei der Kundensegmentierung werden nun simtliche potentielle und aktuelle
Kunden in Untergruppen (Kundensegmente), die in sich bzgl. ihrer Marktre-
aktion homogen, untereinander jedoch heterogen sind, aufgeteilt. In den meisten
Féllen werden die Kunden anhand Demographie (Durchschnittsalter, Geschlecht,

Familienstand), Kaufverhalten, etc. in homogene Gruppen zusammengefalt.
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Kapitel 4

Kundenanalyse

4.1 Kundenverhaltensanalyse

Durch Kundenverhaltensanalysen gewinnen Unternehmen weiteres Wissen dar-
iiber, wer ihre Kunden sind. Somit kénnen Kundenprofile erstellt und Verhaltens-

muster erkannt werden. Vorrangig werden folgende Aspekte analysiert
e Kaufverhalten
e Abwanderungsverhalten
e Zufriedenheit

Das Ziel einer Kundenverhaltensanalyse ist immer das Entdecken von un-
bekannten Mustern im Kundenverhalten basierend auf historischen Daten. Um
diese Muster zu entdecken, bedient man sich den im vorangegangenen Kapitel

beschriebenen Data Mining Methoden.

4.1.1 Kaufverhaltensanalyse

Bei der Kaufverhaltensanalyse soll u.a. ermittelt werden, welche Kunden welche
Produkte zusammen bzw. nicht zusammen gekauft werden. Hierzu dienen die in

Kapitel 3.2.1 beschrieben Produktassoziationsregeln.
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4.1.2 Abwanderunsgverhaltensanalyse

Das Abwanderungsverhalten eines Kunden spielt eine sehr grofte Rolle fiir ein
Unternehmen. Liegt die prognostizierte Abwanderung eines potentiellen Kunden
in einer frithen Phase des Customer-Lifetimes (vgl. Kapitel 5), so lohnt es sich
meist fiir das Unternehmen nicht, iberhaupt eine Geschéftsbeziehung mit diesem
Kunden zu beginnen. Liegt die vorhergesagte Abwanderung aber in einer spéten

Phase, so kann der Abwanderung rechtzeitig entgegengewirkt werden.

4.1.3 Zufriedenheitsanalyse

Die Zufriedenheit eines Kunden kann nur schwer analysiert werden. Meist beruhen
die Einschétzungen auf dem subjektiven Empfinden von Mitarbeitern oder auf

von den Kunden ausgefiillten Fragebogen.

4.2 Kundenwertanalyse

Uber die Kundenwertanalyse lift sich ermitteln, welchen Wert einzelne Kunden
oder Kundensegmente fiir ein Unternehmen haben. Auf Basis dieser Informatio-
nen kénnen dann vom Management Investitionsentscheidungen getroffen werden.

Im einzelnen gehoren folgende Analysen zu den Kundenwertanalysen:

e Kundenprofitabilititsanalyse
Am einfachsten ldft sich die Kundenprofitabilitat als Differenz zwischen
Erlés und Kosten pro Kunde errechnen. Aufschlufreicher ist jedoch eine
detaillierte Kundendeckungsbeitragsanalyse, die unter Einbeziehung ver-
schiedener Erlosarten, Produkt- und Vertriebskosten ein in sich stimmiges
Bild der Kundenprofitabilitit liefert.

e ABC-Analyse
Die ABC-Klassifikation dient dazu, Kunden auf Basis von Profitabilitatsda-
ten in A-, B- oder C-Kunden einzuteilen. Dadurch laft sich beispielsweise
ermitteln, mit wieviel Prozent der Kunden wieviel Umsatz gemacht wird.
Auf Basis dieser Informationen konnen beispielsweise Marketing-, Vertriebs-

und Kundenservice-Ressourcen zugeordnet werden.
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Absatzmenge 30 ST
Bruttoumsatz 500
- Erlésschmélerungen 20
Nettoerlos 480
- Produktkosten 250
Deckungsbeitrag 1 230
- Vertriebseinzelkosten 20
- Kampagnen- und Promotionskosten 10
- Kundenbezogene Auftragskosten 10
- Kundenbezogene Frachtkosten 40
Deckungsbeitrag IT 150
- Kundenbesuche 30
- Kundenunterstiitzung 10
- Kundenpflege 20
Deckungsbeitrag II1 60

Tabelle 4.1: Kundenprofitabilitéit

e Customer-Lifetime-Value-Analyse
Die Customer-Lifetime-Value-Analyse (CLTV-Analyse) betrachtet den Kun-
denwert von Kunden eines Segments iiber die gesamte Kundenbeziehung
hinweg. Customer-Lifetime-Value ist eine Kennzahl, die den Vermogenswert
eines typischen Kunden eines Kundensegments fiir einzelne Zeitabschnit-
te einer Kundenbeziehung (Lifetime-Perioden) angibt. Die CLTV-Analyse
dient zur Einschédtzung, ob sich die Investition in die Akquisition weiterer
Kunden eines Kundensegments lohnt. Auf Basis dieser Analysen kénnen die
Kunden in Kundensegmente eingeteilt werden. Es kann entschieden werden,
wie mit welchem Kundensegment umgegangen werden soll. Beispielsweise,
ob vielleicht bestimmte Marketingkampagnen durchgefiihrt werden sollen

oder ob in ein bestimmtes Kundensegment investiert werden soll.

Generell lisst sich sagen, dal der Kundenwert aus zwei Hauptkomponenten

besteht. Die erste Komponente sind die quantitativen Eigenschaften eines Kun-



26 KAPITEL 4. KUNDENANALYSE

den wie Umsatz, Einzelkosten, Akquisitionskosten usw. Diese lassen sich recht
einfach aus dem Datenbestand extrahieren. Die zweite Komponente sind die qua-
litativen Eigenschaften eines Kunden, wie z. B. Weiterempfehlungs-Potential oder
Up/Cross-Selling Potentiale. Diese sind nun im Gegensatz zu den quantitativen
Eigenschaften nicht mehr so leicht zu ermitteln. Fiir die Bestimmung der qualita-
tiven Merkmale werden iiberwiegend subjektive Einschiatzungen der Mitarbeiter
verwendet. Zudem miissen diese Eigenschaften noch auf einen Zahlenwert trans-
feriert werden, damit spéter zusammen mit den quantitativen Eigenschaften ein
kommulierter Kundenwert, entsteht.

Im néchsten Kapitel wird nun Customer-Lifetime-Value-Analyse ndher erldu-

tert.



Kapitel 5
Customer-Lifetime-Value

Eine der am héaufigsten durchgefiihrten Analysen im Bereich aCRM ist sicher
die Customer-Lifetime-Analyse. Bei dieser Analyse wird der Kundenwert iiber
den gesamten Kundenlebenszyklus betrachtet. Der auf diese Weise berechnete
Wert wird als Customer-Lifetime-Value (CLTV) bezeichnet. Dieser CLTV eines
Kunden kann dann dazu verwendet werden die Beziehung zum Unternehmen zu
bewerten. Die Customer-Lifetime-Analyse ist dabei wesentlich préziser, als die
RFEM Analyse. Zudem kann die Customer-Lifetime-Analyse auch dazu verwendet

werden, Vorhersagen iiber das zukiinftige Kundenverhalten zu treffen.

5.1 Kundenwert

Zur Berechnung des CLTV wird zunéchst eine Bestimmung des Kundenwertes
festgelegt. Die Art und Weise der Bestimmung des Kundewertes ist dabei nicht
festgelegt. Im Bereich des Lead-Management werden Kunden entsprechend ihres
Leads nach hot, warm oder cold eingestuft. Um diese Einteilung nun fiir die
Bestimmung des CLTV zu verwenden, muss hier eine Abbildung in den reellen

Zahlenraum erfolgen (z.B. hot=1, warm=2, cold=3).

5.2 Kundenlebenszyklus

Nachdem ein Kundenwert berechnet wurde, wird dieser dann beziiglich des ge-

samten Kundenlebenszyklus betrachtet. Dieser Zyklus kann in sechs Phasen ein-

27



28 KAPITEL 5. CUSTOMER-LIFETIME-VALUE

geteilt werden.

1. Kennenlernphase
2. Startphase
3. Penetrationsphase
4. Reifephase
5. Krisenphase

6. Trennungsphase

Jede dieser Phasen hat bestimmte Eigenschaften, die fiir die Phase charakte-
ristisch sind. Die Kennenlernphase zeichnet sich dadurch aus, daf es erste Kon-
takte zwischen dem Kunden und dem Unternehmen gibt. An diese Phase schliefst
sich die Startphase an. In dieser werden die ersten Geschéfte zwischen Kunden
und Unternehmen abgeschlossen. Es beginnt sich ein Vertrauen zwischen dem
Kunden und dem Unternehmen aufzubauen. In der Penetrationsphase beginnt
sich eine Routine in der Abwicklung der Geschifte einzustellen. Das Kontaktvo-
lumen zwischen Kunden und Unternehmen nimmt ab, auf Grund der Tatsache,
daf Geschifte mehr und mehr ,automatisiert” ablaufen. Der Penetrationspha-
se schlieft sich dann die Reifephase an. Dies ist die Phase, in der der Kunde
den hochsten Umsatz erzeugt. Die Abwicklung der Geschéfte lduft nun sehr rou-
tiniert ab. Das Kontaktvolumen ist minimal und die Kundenzufriedenheit hat
ihren hochsten Wert erreicht. Die Reifephase geht dann iiber in die Krisenphase.
In dieser nimmt die Kundenzufriedenheit ab, und die Umsétze sinken. Schliefslich
endet der Kundenlebenszyklus in der Trennungsphase. In dieser geht der Umsatz

eines Kunden stetig zuriick bis er schlieklich bei 0 angekommen ist.

5.3 Berechnung CLTV

Der CLTV betrachtet nun den Kundenwert entlang dieses Lebenszyklus. Fiir die
Berechnung des CLTV wird folgende Formel verwendet (vgl.|27]).
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CLTV = zT: S(n)V(n)D(n)

n=1
e S(n) = Survival Funktion
e V(n) = Kundenwert Funktion

e D(n) = Discounting Funktion

Die Survival Funktion dient dazu, darzustellen, wie grof die Wahrscheinlich-
keit ist, dafs ein Kunde den néchsten Lebenszyklus erreicht. Als Beispiel sei hier
der Verkauf von Autos genannt. Eine grofe Menge von Personen wird sich wahr-
scheinlich zu einem Auto informieren, jedoch wird ein deutlich geringerer Teil
auch tatsdchlich das Auto kaufen. Dieses Verhalten soll mit der Survival Funk-
tion simuliert werden. Der néchste Faktor ist der Kundenwert i{iber dessen Be-
stimmung weiter oben bereits eingegangen wurde. Schlieflich bezieht der CLTV
noch eine Discounting Funktion mit ein. Diese wird dazu verwendet, um die In-
flation mit in das Modell einzubeziehen. Die Customer-Lifetime-Analyse basiert,
wie alle anderen Analysemethoden auch, auf den momentan verfiigbaren (histo-
rischen) Daten. Mit diesen wird dann versucht, eine Prognose fiir die Zukunft zu
erstellen. Aus diesem Grund muss hier die Inflationsrate mit in die Betrachtungen
eingehen. Die Discounting Funktion kann jedoch noch erweitert werden, so daf

beispielsweise Steuererhfhungen mit in das Modell einbezogen werden kdnnen.

5.3.1 Beispielrechnung CLTV

Das folgende Beispiel zeigt die vereinfachte Berechnung des CLTV fiir eine Gast-
statte.

Der Kundenwert wird in diesem Beispiel durch den Deckungsbeitrag darge-
stellt. Die Survival Funktion entspricht der jahrlichen Fluktuation. Auf die Dis-
counting Funktion wurde hier verzichtet, um das Beispiel einfach und versténdlich
zu gestalten. Zunichst lasst sich feststellen, daft die CLTVs der einzelnen Kunden
deutliche Differenzen aufzeigen. Ein Kunde der Klasse ,lebendiges Inventar er-

wirtschaftet einen um den Faktor 81 groferen Deckungsbeitrag. Betrachtet man
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Gasttyp: "lebendiges | Stamm Student
Inventar” Gast

Umsatz: 2.548,00 € 509,60 € 39,20 €
Nettoumsatz: 2.196,55 €] 439,31 € 33,79 €
Kosten: 50% 50% 50%
Deckungsbeitrag: 1.098,28 €| 219,66 € 16,90 €
Jahrliche Fluktuation: 12% 12% 20%
1. Jahr: 1.098,28 €] 219,66 € 16,90 €
2. Jahr: 966,48 €] 193,30 € 13,52 €
3. Jahr: 850,50 €] 170,10 € 10,81 €
4. Jahr: 748,44 €| 149,69 € 6,92 €
5. Jahr: 658,63 €] 131,73 € 5,63€
Summe (CLTV) 4.322,34 €| 864,47 € 53,68 €

Abbildung 5.1: Beispiel CLTV fiir eine Gastétte

nur das Ergebnis des ersten Jahres, ist der Unterschied der beiden Klassen ge-
ringer (Faktor 68). Eine einfache Hochrechnung des ersten Jahres wiirde also zu
einem verfélschten Ergebnis fiihren. Der Grund hierfiir ist, daft die beiden Klas-
sen unterschiedliche Survival Funktionen haben. Mit den in der Grafik ermittelten
Ergebnissen kann der Betreiber der Gaststétte nun feststellen, dafs es von existen-
tieller Bedeutung ist, die Kunden, die der Klasse ,lebendiges Inventar angehéren
zu halten.

Die Customer-Lifetime-Analyse besitzt jedoch auch einige Nachteile. Das grofs-
te Problem im Bereich des CLTV ist die Berechnung des Kundenwertes. Hier
gibt es keine genauen Methoden, die festschreiben, wie dieser Wert zu bestim-
men ist. Deshalb kann hier praktisch jedes Verhalten modelliert werden. Wie
bereits mehrfach erwidhnt, wird auf Grund der Ergebnisse der Vergangenheit eine
Aussage iiber sie Zukunft getroffen. Diese kann natiirlich immer nur als bedingt
korrekt betrachtet werden, da sich das Verhalten eines Kunden in der Zukunft
durchaus verdndern kann. Dennoch ist die Customer-Lifetime-Analyse eine der
beliebtesten Analysen und findet unter anderem auch in der SAP Software ihren

Einsatz, wie die Abbildung zeigt:
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Abbildung 5.2: CLTV im SAP Modul
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Kapitel 6

Fazit

Das aCRM leistet einen erheblichen Beitrag zur Gewinnung neuer relevanter In-
formationen. Die Problemstellung, die nun verbleibt ist, wie diese Informationen
weiterverarbeitet werden. Aus einer Information lassen sich durchaus zwei vollig
unterschiedliche Handlungen definieren. Es ist also unbedingt erforderlich, hier
zwischen Information und Handlungsanweisung zu trennen. aCRM kann ,nur®
Informationen liefern, keine Handlungsanweisungen. Weiterhin ist fiir eine gute
Analyse eine breite Datenbasis nétig. Sind die Daten nur liickenhaft vorhanden
und schlicht weg falsch, wird auch die Analyse des aCRM falsche Ergebnisse zu-
riickliefern. Diese Bedingung einer umfangreichen und korrekten Datenbasis ist
nicht so einfach zu erfiillen, wie es sich zunéchst anhort. Fiir ein Unternehmen
bedeute dies, dak es den Mitarbeitern Zeit geben muss, Daten zu pflegen bzw.
einzufiigen, und diese Zeit kostet wiederum Geld. Der Erfolg des aCRM ist auch
wiederum nur schwer messbar, da es keinen kausalen Schluss zwischen den Er-
gebnissen und den durchgefiihrten Aktionen gibt. Eine Bewertung kann immer
nur fiir die ausgefiihrte Aktion durchgefiihrt werden. Dennoch ist das aCRM eine
bedeutende Stiitze fast aller CRM Systeme.
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Anhang A
Abkurzungsverzeichnis

In das Abkiirzungsverzeichnis wurden diejenigen Kiirzel aufgenommen, die ent-
weder an mehreren Stellen in der Seminararbeit verwendet wurden, oder die ei-
ne feste Bedeutung im Analytischen Customer Relationship Managementbereich
gewonnen haben. Nicht aufgenommen wurden einmalig gebrauchte Abkiirzungen

sowie Abkiirzungen ohne expliziten CRM-Bezug (etwa ISBN).

aCRM Analytisches CRM

BI Business Intelligence

BW Business Warehouse

CLTV Customer Lifetime Value

CRM  Customer Relationship Management
DW Data Warehouse

OLAP Online Analytical Process

SRM Supplier Relationship Management
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Anhang B

Beispielrechnung zur Bestimmung
des

Informationsgewinnverhaltnisses

Diese Beispielrechnung stammt aus |7, Anhang S. XVII ff].

Die folgende Tabelle B.1 zeigt die Trainingsdatensétze fiir das in der Literatur
hiufig zitierte Wetterbeispiel [10, S. 18ff] [13, S. 97ff]. Und zwar ist abhéngig von
den Wetterbedingungen vorherzusagen, ob ein Golfspiel stattfindet oder nicht.
Die zu prognostizierende Variable ist also ,,Play* mit den méglichen Auspragungen

Yes“ oder ,No“.

Als mogliche Attribute, anhand derer die Trainingsdatenmenge aufgeteilt wer-
den kann, stehen ,Outlook®, , Temperature”, ,Humidity* und ,,Windy“ zur Verfii-
gung. Die folgende Abbildung B.1 verdeutlicht, wie die Aufteilung der Trainings-
daten aussihe, je nachdem welches Attribut herangezogen wird. Der obere Knoten
ist als Wurzel zu interpretieren; er beinhaltet das Attribut, nachdem gesplittet
wird, sowie die Anzahl der Datenséitze der Kategorie ,,Yes* bzw. ,No“. Die unter-
geordneten Knoten beinhalten die Auspriagung des Merkmals und ebenfalls die

Anzahl der Datensétze der Kategorie ,Yes* und ,No*“.

Die Berechnung des Informationsgewinnverhitltnisses wird nachfolgend fiir

die einzelnen Baumvarianten demonstriert.
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Outlook | Temperature | Humidity | Windy | Play
Sunny Hot High False No
Sunny Hot High True No
Overcast | Hot High False Yes
Rainy Mild High False Yes
Rainy Cool Normal False Yes
Rainy Cool Normal True No
Overcast | Cool Normal True Yes
Sunny Mild High False No
Sunny Cool Normal False Yes
Rainy Mild Normal False Yes
Sunny Mild Normal True Yes
Overcast | Mild High True Yes
Overcast | Hot Normal False Yes
Rainy Mild High True No

Tabelle B.1: Wetterdaten, Quelle: [13, S. 44]
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Autteilung nach Attribut ,,Outlook™ ‘ ‘Auﬂeihmg nach Attribut HTelnperature““

Temperature

Mild Cool

‘ Aufteilung nach Attribut ,,Hunudity™ ‘ I Aufteilung nach Attribut ,,Windy*™ ‘

Abbildung B.1: Mogliche Aufteilung des Entscheidungsbaumes fiir die Wetterda-
ten, Quelle: [7, Anhang, S. XVIII]

Schritt 1: Berechnung des Informationswertes info(T") der gesamten Trainingsdaten-

menge

9 9 5 Y
Info(7T") = info([9]5]) = — <ﬁ x log, (ﬂ) t % log, <ﬁ>> = 0,940

Schritt 2: Berechnung des Informationswertes im Anschlufs an eine Aufteilung nach
dem Attribut

(a) Outlook mit den Teilmengen T} = 5, To = 4, T3 =5

[ 2 2 3 3
Infooutlook(5|4|5) = — X -— (g 10g2 5 + g 10g2 g>:| +

4T (4 ).
14| (4%

147|585 75 %25
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(b) Temperature mit den Teilmengen 77 = 4, T,=6, T3 = 4

Infoemperature (6]4]6) 1;44 X | — <§ log, % + % log, %)
E>< —<élogé+glog g)
147 \6 2?6 6 °°6)]
i>< —<§log§+llog 1)
147 \4 %4 4 °%4)]
= 0,91

(¢) Humidity mit den Teilmengen 77 = 7, To=7
Infohumidity(7|7) = 0, 7881
(d) Windy mit den Teilmengen 77 = 8, T, = 6

IHfOWindy(8|6) == 0,892

Schritt 3: Berechnung des Informationsgewinns fiir

(a) Outlook

Gain(outlook) = 0,940 - 0,693 = 0,247
(b) Temperature

Gain(temperature) = 0,940 - 0,91 = 0,029
(¢) Humidity

Gain(humidity) = 0,940 - 0,788 = 0,152
(d) Windy

Gain(windy) — 0,940 - 0,892 = 0,048

Schritt 4: Berechnung der Splitinfo fiir

(a) Outlook

" 5 Y 4 4 5t 5
splitinfog, 00k (5/4]5) = 7R log, 211" log, 4t 11 % log, ﬂ

= 1,577
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(b) Temperature
splitinfoe, peraure (4/6[4) = 1,362
(c) Humidity
splitinfo,, iy (717) = 1,000
(d) Windy

splitinfo;,4,(8]6) = 0,985

Schritt 5: Berechnung der Gain ratio fiir

(a) Outlook
Gain ratio(outlook) = 0,247 / 1,577 = 0,156

(b) Temperature

Gain ratio(temperature) = 0,029 / 1,362 = 0,021
(¢) Humidity

Gain ratio(humidity) = 0,152 / 1 = 0,152

(d) Windy
Gain ratio(windy) = 0,048 / 0,985 = 0,049

Die nachfolgende Tabelle soll die Ergebnisse noch einmal iibersichtlich zusam-
menfassen.

Wie aus der Tabelle ersichtlich wird, nimmt das Informationsgewinnverhéltnis

fiir das Merkmal ,,Outlook® den hochsten Wert an. Somit wird dieses Attribut fiir

eine erste Unterteilung der Trainingsdatenmenge herangezogen.
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Outlook Temperature

Info: 0,693 Info: 0,911
Gain: 0,247 Gain: 0,029
Split Info: 1,577 Split Info 1,362
Gain ratio: 0,156 Gain ratio: 0,021
Humidity Windy

Info: 0,788 Info: 0,892
Gain: 0,152 Gain: 0,048
Split Info: 1,000 Split Info 0,985
Gain ratio: 0,152 Gain ratio: 0,049

Tabelle B.2: Gewinnverhéltnisberechnung fiir die Baume in Abbildung B.1
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